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Постановка задачі
Нехай задано початковий набір даних [image: image2.png]D = {5;}



, що є сукупністю кольорових 3-канальних зображень розміру 32х32 пікселі, які отримані в результаті польотів безпілотного літаючого апарату на місцевості. Розглянемо набір класів [image: image4.png]C ={C,,..,Cq}



, де [image: image6.png]


-“Польові сліди техніки”, [image: image8.png]


-“Вузька ґрунтова дорога”, [image: image10.png]


-“Інше”, [image: image12.png]


-“Дорога біля будинків”, [image: image14.png]


-“Дорога біля дерев”, [image: image16.png]


-“Асфальтована дорога”, [image: image18.png]


-“Стежки”, [image: image20.png]


-“Широка ґрунтова дорога”. Необхідно прийняти рішення про ступінь належності зображення [image: image22.png]


, де [image: image24.png]S,€ED



, до [image: image26.png]C. k=



.

Завдання: 

1) огляд теоретичних матеріалів;
2) аналіз існуючих архітектур для задачі зменшення розмірності за допомогою авто-енкодеру та задачі розпізнавання;

3) підготовка набору даних для проведення тренувань;

4) вибір архітектури;

5) реалізація програмного забезпечення;
6) тренування на готових даних;

7) проведення тестувань та аналіз на даних.
ВСТУП

Актуальність
З кожним роком кількість даних стає все більшою, в результаті виникає задача обробки великих масивів даних, для подальшого аналізу. На жаль, сучасні технології не дозволяють знайти оптимальне рішення даної задачі. Але існують методи, які дозволяють прискорити та автоматизувати процес створення масивів даних, а саме, методи розпізнавання та класифікації. Дані підходи є досить популярними на наш час, нейронні мережі стають частіше з’являтись у продуктах масштабних компаній, таких як: Google, Facebook тощо. Потужність цифрових машин збільшується за експоненціальним розподілом, що дає змогу створювати програмні комплекси, що полегшують процес наповнення наборів даних, новими потоками інформації. 

Використовуючи здатність навчання нейронних мереж, дозволяє вирішувати задачі в яких є невідомі закономірності та залежності між вхідними та вихідними даними. Традиційні математичні методи та експертні системи в таких випадках дають сповільнене та менш точне рішення.

Об’єктом дослідження є процес класифікації цифрових зображень за використанням авто-енкодеру. Предмет дослідження — нейронна мережа класифікатор, що класифікує типи доріг за даними аерофотозйомки. Метою роботи є створення методів та засобів, які дозволять вирішити задачу розпізнавання та класифікації зображень.

РОЗДІЛ 1. Теоретичні матеріали для задачі класифікації зображень

Головною метою цього розділу є огляд основних понять, що відносяться до задач зменшення розмірності вхідних даних, виділення головних компонент, класифікації та розпізнавання.

1.1. Задача розпізнавання та класифікації
Розпізнавання образів - це наукова дисципліна, метою якої є класифіка-ція об'єктів по категоріям, розподіл на класи [1]. Об'єкти, що використовуються, називаються образами.
Існує безліч методів розпізнавання об'єктів на зображенні. Вибір методів обумовлений особливостями об'єкту, який потрібно розпізнати. Іноді буває, що завдання розпізнавання ставиться не належним чином, тобто властивості шуканого об'єкту задаються без строгих математичних параметрів. Для вирішення такого завдання необхідно сформулювати властивості об'єкту і створити стійкий метод їх виявлення, що відповідає заданим параметрам.

Для вирішення задачі класифікації потрібно знайти, узагальнити і сформулювати в математичних термінах емпіричні спостереження. Тобто формалізувати параметри шуканого об'єкту. Головна складність полягає в тому, що описати всі властивості практично неможливо, і ці властивості можуть відповідати не усім об'єктам. Тому, в процесі математичної формалізації виконують спрощення, які в результаті, зменшують якість алгоритму та точність. При вирішенні задачі розпізнавання необхідно знайти оптимальне співвідношення складності обчислень і бажаної точності.

Розглянемо приклади інтелектуальних комп'ютерних систем:

· машинний зір; 

· символьне розпізнавання;

· діагностика у медицині (визначення типу захворювань, тяжкості);

· геологія;

· розпізнавання мови;

· розпізнавання відбитків пальців, розпізнавання особи, підписів, жестів.

У задачі розпізнавання вважається, що кожному образу ставиться у відповідність єдине значення вектору ознак і навпаки - кожному значенню вектору ознак відповідає єдиний образ.

Приклад 1. Розглянемо задачу діагностики печінки за результатами інструментального дослідження (рис.1.1) [2]. Доброякісні (лівий малюнок - клас A) і злоякісні (правий малюнок - клас B) зміни дають різну картину. Очевидно, що зразки відрізняються інтенсивністю точок на зображенні. У якості векторів ознак обрано пару: середнє значення ([image: image28.png]


) і середньоквадратичне відхилення ([image: image30.png]


) інтенсивностей у зображенні.

[image: image31.jpg]



Рис. 1.1. Образи-прецеденти, що відповідають класу A (ліворуч) 

і B (праворуч)

[image: image32.png]



Рис. 1.2. Розподіл векторів ознак серед прецедентів класу A (овали) 

і класу B (хрестики). 

Ознаки - середні значення і середні відхилення яскравості в образах. Пряма розділяє вектори з різних класів.

На рис.1.2 представлені зображення цих образів у просторі ознак. Точки, що відповідають прецедентам різних класів, розділяються прямою лінією. Класифікація образу (відповідна точка зображена зірочкою) полягає у перевірці стану точки щодо прямої.

Залежно від наявності або відсутності прецедентної інформації розрізняють задачі розпізнавання з навчанням і без навчання [3]. Завдання розпізнавання на основі прецедентів називається класифікацією з навчанням (або з учителем).

[image: image33.png]



Рис. 1.3. Зображення різних типів поверхні і кластеризація відповідних 

векторів ознак

У тому випадку, якщо є множина векторів ознак, отриманих для набору образів, але правильна класифікація цих образів невідома, виникає задача розподілу цих образів на класи за схожістю відповідних векторів ознак. Ця задача називається кластеризацією або розпізнаванням без навчання.

1.2. Основні терміни та поняття нейронних мереж

Незважаючи на велику різноманітність архітектур нейронних мереж, всі вони мають загальні риси. Як і мозок людини, нейронні мережі складаються з великої кількості пов'язаних між собою однотипних елементів - нейронів, які імітують нейрони головного мозку. На рис. 1.4 представлена схема нейрону.
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Рис.1.4 Схема побудови нейрону

З рисунку видно, що штучний нейрон, так само, як і людський, складається з синапсів, що пов'язують входи нейрону з ядром; ядро нейрону, що здійснює обробку вхідних сигналів і аксону, який пов'язує нейрон з нейронами наступного шару. Кожен синапс має вагу, який визначає, наскільки відповідний вхід впливає на його стан. Стан визначається за формулою:
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(1.1)
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(1.2)

де [image: image40.png]


 - кількість вхідних нейронів;

[image: image42.png]


- значення [image: image44.png]


-го входу нейрону;

[image: image46.png]


- вага [image: image48.png]


-го синапсу.

Далі визначається значення аксону за формулою: 

[image: image50.png](S)



,





(1.3)

де, [image: image52.png]


 - деяка активаційна функція. 

Частіше всього в якості активаційної функції використовується так звана функція - сигмоїд, яка має наступний вигляд: 
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(1.4)
Основна перевага цієї функції в тому, що вона диференційована на всій осі абсцис і має просту похідну:
[image: image56.png]f'(x) = af(x)(1- f(x))



,



(1.5)

При збільшенні a сигмоїд все більше наближається до функції одиничного стрибку.

[image: image57.jpg]



Рис.1.5 Графік функції сигмоїду

Розглянемо інші активаційні функції нейрону [4]:

· Ступінчаста функція

Ступінчаста функція (англ. Binary step function) є граничною функцією активації. Тобто якщо z більше або менше деякого значення, то нейрон стає активованим. Така функція гарно працює для бінарної класифікації. Але вона не працює, коли для класифікації потрібна велика кількість нейронів та якщо кількість класів більше двох.
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Рис.1.6 Графік ступінчастої функції

· Лінійна функція

Лінійна функція - це пряма, результат функції активації, яка пропорційна вхідному аргументу. На відміну від попередньої функції, вона дозволяє отримати діапазон значень на виході, а не тільки бінарні 0 і 1. Це вирішує проблему класифікації з великою кількістю класів. 

Головна відмінність лінійної функції від інших в тому, що її область визначення не обмежена - [image: image60.png]


 Отже, її потрібно використовувати тоді, коли вихідне значення нейрону [image: image62.png]ER



, а не обмеженому інтервалу.
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Рис.1.7 Графік лінійної функції
· Функція ReLu
Rectified Linear Unit - функція активації при поглибленому навчанні, функція повертає 0, якщо вхідний параметр - від’ємне значення, інакше, функція повертає число. Тобто вона може бути записана як [image: image65.png]


. На перший погляд здається, що вона лінійна і має такі ж недоліки, що і лінійна функція, але це не так. Її можна використовувати в нейронних мережах з великою кількістю шарів. 

Функція ReLU має наступні переваги:
1. Простий вигляд похідної. Для від'ємних значень - 0, для додатніх - 1.

2. У мережах з великою кількістю нейронів, з використання сигмоїдної функції або гіперболічного тангенсу як функції активації, починається активація багатьох нейронів, що може позначитись на продуктивності навчання моделі. Якщо ж використовувати функцію ReLU, то кількість активованих нейронів стає меншою, в силу характеристик функції, і сама мережа буде простішою.
У цієї функції є один недолік, який має назву проблемою вмираючого ReLU [4]. Так як частина похідної функції дорівнює нулю, то і градієнт для неї буде нульовим, а це означає, що ваги не будуть змінюватися під час спуску і нейронна мережа перестане вчитися. Функцію активації ReLU слід використовувати, якщо немає особливих вимог для вихідного значення нейрона, на кшталт необмеженої області визначення. Але якщо після навчання моделі результати вийшли не оптимальні, то варто перейти до інших функцій, які можуть надати кращий результат.
[image: image66.jpg]



Рис.1.8 Графік функції ReLu
Нейронні мережі зворотнього поширення похибки - це потужний інструмент пошуку закономірностей, прогнозування, якісного аналізу [5]. Назву мережі зворотного поширення (back propagation) визначили через принцип, у якому похибка поширюється від вихідного шару до вхідного: в напрямку, протилежному напрямку поширення сигналу, при нормальному функціонуванні мережі.

Нейронна мережа зворотнього поширення складається з декількох шарів нейронів, причому кожен нейрон шару i пов'язаний з кожним нейроном шару [image: image68.png]


+1.

У загальному випадку задача навчання зводиться до знаходження функціональної залежності [image: image70.png]Y = F(X)



, де [image: image72.png]


 - вхідний, а [image: image74.png]


 - вихідний вектори. У такому випадку подібна задача, при обмеженому наборі вхідних даних, має безліч розв’язків. Для обмеження простору пошуку, при навчанні, ставиться завдання мінімізації цільової функції похибки, яка знаходиться за методом найменших квадратів:

[image: image76.png]E(w) =327,
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(1.6)

де [image: image78.png]


 - значення [image: image80.png]


-го виходу нейромережі;
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 - цільове значення [image: image84.png]


-го виходу;

[image: image86.png]


 - кількість нейронів у вихідному шарі.

Навчання мережі відбувається з використанням методу градієнтного спуску [6]. На кожній ітерації зміна ваг здійснюється за формулою:
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(1.7)

де [image: image90.png]


 - параметр, що визначає швидкість навчання.
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(1.8)

де [image: image94.png]


- значення виходу [image: image96.png]


-го нейрону;
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 - зважена сума вхідних сигналів. 

При цьому множник [image: image100.png]857
P



, де [image: image102.png]


 - значення [image: image104.png]


-го входу нейрону.

Найпростіший метод градієнтного спуску, розглянутий вище, неефективний у випадку, коли похідні змінюються. Це можливо, коли значення функції [image: image106.png]


 для деяких нейронів близьке за модулем до 1, або коли модуль ваг більше 1. У цьому випадку для рівномірного зменшення похибки потрібно обрати невелику швидкість навчання, але при цьому навчання може займати багато часу.

Найпростішим методом удосконалення градієнтного спуску є введення моменту m, коли вплив градієнту на зміну вагів, змінюється з часом.

[image: image108.png]Aw(n)ij(t) = —n - 8(n)j - xni + pAw(n)ij(t — 1)
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(1.9)

1.3 Інформаційні технології для задачі класифікації. Згорткова модель класифікації

Згорткова модель нейронної мережі є модернізованим багатошаровим персептроном, що спрямований на отримання найкращих результатів при розпізнаванні зображень. Дана модель складається з двох блоків: виділення ознак і класифікатора. Блок, який відповідає за виділення ознак, складається з шарів згортки і усереднення, дана концепція з чергуванням складних і простих шарів також використовується в неокогнітроні [7]. Кожен нейрон сприймає сигнал з попереднього шару через поле сприйнятливості, яка представляє матрицю суміжних нейронів попереднього шару пов'язаних з нейроном поточного шару. В процесі навчання дані шари формують абстрактні ознаки для кожного класу
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Рис.1.9 Структура згорткової нейронної мережі для задачі розпізнавання
Навчаються багатошарові нейроні мережі за допомогою алгоритму зворотного поширення помилки, що є методом градієнтного спуску в просторі ваг з метою мінімізації сумарної помилки мережі. При цьому помилки, величини корекції ваг, поширюється в зворотному напрямку від входів до виходів, крізь ваги, що з'єднують нейрони. Процес навчання встановлює відповідність поданих на вхід образів з належністю до певного класу. Це називається навчанням з учителем. Такий підхід забезпечує безпосереднє порівняння мережею самих образів, але зі збільшенням кількості класів час навчання і роботи мережі зростає експоненціально. 

Першою згортковою нейронною мережею була мережа - LeNet-5 Яна ЛеКуна [8], архітектура якої представлена на рисунку 1.10.
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Рис.1.10 Архітектура LeNet-5
У згорткових нейронних мережах шари згортки і субдескритизації складаються з декількох «рівнів» нейронів, які називаються картами ознак (feature maps), або каналами (channels). Кожен нейрон такого шару з'єднаний з невеликою ділянкою попереднього шару, званим рецептивних полем. На прикладі зображення, карта ознак є двовимірним масивом нейронів, або просто матрицею. Інші виміри можуть бути використані, якщо на вхід приймається інший вид даних, наприклад, аудіо дані (одновимірний масив) або об'ємні дані (тривимірний масив).
В шарі згортки кожній карті ознак відповідає одне ядро згортки, фільтр. Кожен нейрон в якості свого вихідного значення здійснює операцію згортки або взаємної кореляції зі своїм рецептивних шаром. Варто зауважити, що ці дві операції взаємозамінні, внаслідок чого в багатьох програмних реалізаціях операція "Згортки" насправді є операцією взаємної кореляції. Так як ядро згортки для кожної карти ознак одне, це дозволяє нейронної мережі навчитися виділяти ознаки незалежно від їх розташування у вхідному зображенні і також зводить до значного зменшення числа параметрів.
1.4 Методи зменшення розмірності вхідних даних
1.4.1 Метод головних компонент
Аналіз головних компонент (principal component analysis, PCA) [9] один з основних способів зменшити розмірність даних, втративши найменшу кількість інформації. Іноді PCA називають перетворенням Карунена-Лоєва [10] або перетворенням Хотеллінга. PCA полягає в лінійному ортогональному перетворенні вхідного вектору X розмірності n у вихідний вектор Y розмірності p (рис. 1.11), де [image: image112.png]p <n



 При цьому компоненти вектору Y є некорельованими і загальна дисперсія після перетворення залишається незмінною. Сукупність вхідних послідовностей можна представити у вигляді матриці:

                                           [image: image114.png]


,

(1.10)

де [image: image116.png]


 відповідає k-ому вхідному образу;

L – загальна кількість образів.
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Рис.1.11 Модель PCA мережі

Нехай, матриця X – центрована, тобто є вектор математичних сподівань, що дорівнює 0. Цього можна досягти за допомогою перетворень:

[image: image119.png]. L X
i EjE; =ZXh, )



.
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Матриця коваріацій вхідних даних Х визначається наступним чином:

               [image: image121.png]
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(1.12)

де [image: image123.png]


 – коваріація між i-ою та j-ою компонентою вхідних образів.

Елементи матриці коваріацій визначаються за формулою:
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(1.13)

PCA складається в знаходженні лінійних комбінацій таких вхідних змінних:
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(1.14)

якщо вірні наступні вирази:
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(1.15)

[image: image131.png]a(y) z2a(y,) = 20(y,)



,



(1.16)
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(1.17)

За представленими вище виразами видно, що змінні [image: image135.png]


 некорельовані, впорядковані по зростанню дисперсії і сума дисперсій вхідних образів залишається без змін. Отже, підмножина перших p змінних y характеризує більшу частину загальної дисперсії. В результаті виходить уявлення вхідної інформації.
Змінні [image: image137.png]


,[image: image139.png]


 називаються головними компонентами. В матричної формі перетворення головних компонент представляється в вигляді:
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(1.18)

де рядки матриці [image: image143.png]


 повинні задовольняти умові ортогональності:
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(1.19)
при цьому вектор [image: image147.png]


визначається за формулою:
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Для визначення головних компонент необхідно визначити вагові коефіцієнти [image: image151.png]


.

Інший, більш інноваційний, спосіб зниження розмірності аналізованого векторного простору - це застосування автоенкодеру
1.4.2 Авто-енкодер

Авто-енкодер (автоассоціатор) - спеціальна архітектура нейронних мереж, що дозволяє застосовувати навчання без вчителя при використанні методу зворотного поширення помилки. Найпростіша архітектура авто-енкодеру приведена на рис.1.12 - мережа прямого поширення, без зворотного зв'язку, найбільш схожа з перцептроном [5] і містить вхідний шар, проміжний шар і вихідний шар.

Завдання авто-енкодеру зводиться до знаходження апроксимації такої функції, щоб нейронна мережа на виході дорівнювала значенням вхідних ознак з точністю до заданого значення похибки. 
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Рис.1.12 Архітектура авто-енкодеру
Авто-енкодер як спосіб зниження розмірності простору ознак може бути використаний c застосуванням архітектури, представленої на рис. 1.12, функціонування авто-енкодера схоже з нейронною мережею, що реалізує метод PCA. 
Архітектура, що представлена на рис.1.12, може бути ускладнена за допомогою додання додаткового внутрішнього шару (рис. 1.13).

Додавання додаткового внутрішнього шару в структуру авто-енкодеру дозволяє після проведення навчання розділити нейрону мережу на дві під-мережі (рис. 1.14).

При навчанні авто-енкодеру задається деяке максимально допустиме значення відхилення реального вихідного вектору та оригінального, тобто вхідного вектору.
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Рис. 1.13 Авто-енкодер більш складної структури
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Рис. 1.14 Авто-енкодер розділений на “Енкодер” та “Декодер”

1.5 Задача аугментації даних

Аугментація даних - це важливий етап навчання моделей машинного навчання. Під аугментацією розуміється збільшення вибірки даних для навчання через модифікацію існуючих даних [11]. 

Використання методів аугментації гарно спрацьовує для завдань класифікації зображень. Незважаючи на це, досліджень впливу аугментації на точність моделей розпізнавання не було. З огляду на ресурси на розмітку зображень, для задачі розпізнавання об'єктів аугментація може бути більш корисна.

Методи аугментації даних для класифікації зображень можуть бути корисні для задачі розпізнавання. Але такі методи дають обмежений приріст в точності моделі. Тому задачею дослідження було визначити, як вивчені методи покращують узагальнюючу здатність моделі. При цьому модифікується тільки тренувальний набір даних, а тестовий залишається незмінним. 

РОЗДІЛ 2. Автоматизована система для задачі класифікації

У даному розділі наведені основні положення щодо реалізації програмного забезпечення, що дозволяє розпізнавати та відносити до певного класу цифрове зображення. Описано використовувані архітектури нейронних мереж та проведено їх тестування на реальних даних.

2.1 Загальний план розробки інформаційної технології
Потрібно створити мережу, яка поєднує задачі навчання з учителем та навчання без учителя в одній моделі для досягнення завдання класифікації. 
Модель повинна починатися з авто-енкодеру, як показано на рисунку нижче. 
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Рис. 2.1 Архітектура нейронної мережі

Даний авто-енкодер приймає на вхід зображення у вузол (1) та реконструює його на виході у вузол (3). Під час цього процесу він створює головні компоненти у прихованих шарах (вузол 2). Якщо вузол (2) використовується як вхід для CNN [12] (вузол 4), то класифікацію можна вдосконалити.
Розглянемо план розробки програмного комлексу:

1. Вибір архітектур нейронних мереж для проведення навчань.

2. Аналіз вхідних даних, на яких буде проводитись тренування та створення відповідного набору даних.

3. Аугментація даних: масштабування, зменшення чи збільшення яскравості, зсув.

4. Розбиття датасету на навчальну та тестову вибірку, у відношенні 80% та 20% відповідно.

5. Тренування нейронної мережі.

6. Проведення тестувань роботи програмного забезпечення, оцінка якості.

2.2 Вибір архітектури

2.2.1 Архітектура авто-енкодеру
Авто-енкодер ділиться на дві частини, такі як «кодер» і «декодер». Кодер містить 4 згорткових блоки, кожен блок має шар згортки, за яким послідовно виконується шар нормалізації. Шар об'єднання використовується після першого та другого блоків згортки. Декодер має 4 блоки згортки, кожен блок має шар згортки, за яким слідує шар нормалізації. Цей авто-енкодер використовує оптимізатор RMSProp [13], що визначає значення середньоквадратичних похибок.
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Рис. 2.2 Архітектура автоенкодеру

Розгортка автоенкодеру має вигляд:
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Рис 2.3 Розгортка автоенкодеру

2.2.2 Загальний вигляд моделі
В якості вхідних даних є цифрове 3 канальне зображення, розміром 32х32 піклесі, після проходження «кодеру», отримуємо вектор розміром 576x1, з якого буде навчатись класифікатор:
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Рис. 2.4 Архітектура згорткової мережі
Ця мережа використовує згорковий авто-енкодер для генерування латентного вектору і буде використовуватися нашою моделлю, що буде імітувати модель CNN у стилі VGG. Тому, повна модель нейронної мережі має вигляд:
[image: image159.png]



Рис. 2.5 Загальна архітектура для задачі розпізнавання
2.3 Опис навчальної бази даних

Для створення набору даних для подальших тренувань використовувались цифрові знімки з БЛА на місцевості. Кількість даних у наборі: 1207 зображень, з середнім розміром у 9000 пікселі у довжину та 5000 пікселі у ширину.
Таблиця 2.1
Приклади зображень з БЛА

	Зображення
	Інформація щодо зображення
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	Оригінальний розмір зображення: 8256 на 5504 пікселі. Тип місцевості: поле.
Присутні класи: грунтова дорога, польові сліди техніки, стежки.
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	Оригінальний розмір зображення: 8176 на 6132 пікселі. Тип місцевості: лісостеп.
Присутні класи: вузька грунтова дорога, стежки.
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	Оригінальний розмір зображення: 8176 на 6132 пікселі. Тип місцевості: селище.
Присутні класи: стежки, асфальтована дорога, дорога біля будинків, дорога біля дерев, вузька грунтова дорога.



З кожного із зображень, для проведення тренування, необхідно було вилучити основні класи зображень доріг, а саме: 

· польові сліди техніки;

· вузька грунтова дорога;

· дорога біля будинків;

· дорога біля дерев;

· асфальтована дорога;

· стежки;

· широка грунтова дорога.

Дані класи були вилучені з розміром 32x32 пікселі для тренування.

Таблиця 2.2

Приклади вилучених класів з різних цифрових фото

	Зображення
	Клас зображення
	Додаткова інформація
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	Польові сліди техніки
	Вилучено: 2590 зображень. Дороги, що мають виражений слід техніки на зеленому відтінку поля.
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	Вузька ґрунтова дорога
	Вилучено: 2647 зображень. Дороги, які мають характерний, висічений грунтовий розрив.
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	Дорога біля будинків
	Вилучено: 320 зображень. Дороги, що знаходяться біля будинків.
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	Дорога біля дерев
	Вилучено: 1020 зображень. Дороги, що розташовані біля дерев.
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	Асфальтована дорога
	Вилучено: 191 зображень. Дороги, серед лісостепу.
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	Стежки
	Вилучено: 1906 зображень. Дороги, що мають білий відтінок на полі.

	[image: image199.jpg]


 [image: image200.jpg]


 [image: image201.jpg]


 [image: image202.jpg]O



 [image: image203.jpg]


 [image: image204.jpg]y/




	Широка ґрунтова дорога
	Вилучено: 311 зображень. Дороги, що за шириною більше ніж вузька грунтова дорога. 


Для збільшення кількості нарізаних кадрів, було проведено фільтрування кожного класу та їх аугментацію, а саме, збільшення масштабу, в х2, х3, х4, х5 разів. Тоді одержимо:

· Польові сліди техніки – 9328 зображень.

· Вузька ґрунтова дорога – 11700 зображень.

· Стежки – 9766.

· Широка ґрунтова дорога – 1411.

· Асфальтована дорога – 955.

· Дорога біля дерев – 5092.

· Дорога біля будинків – 1600.

Також, до цих даних, було додано клас “Не дороги” (класи що не належать з вище перерахованих), кількість даних фото склала – 22466 цифрових знімків. Після отримання розбиття класів, дані потрібно розділити на: дані для тестування та тренування, у пропорції 20% та 80%, відповідно.

2.4 Процес тренування мережі
Загальний час тренування становив: 13 годин та 28 хвилин, при кількісті поколінь для автоенкодеру – 50 (при проходженні одного покоління системі потрібно було 8 хвилин реального часу) та класифікатору – 100 поколінь (3 хвилини).

Якщо розглянути історію навчання автоенкодеру, то вона має вигляд: 
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Рис. 2.6 Історія тренувань авто-енкодеру протягом 50 поколінь

Історія тренувань класифікатору має вигляд:
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Рис. 2.7 Історія тренувань класифікатору протягом 100 поколінь

2.5 Аналіз даних

Застосування методу головних компонент, показало, що перші 100 головних компонент місять 89.8 % усієї варіабельності, тому іншою частиною можна знехтувати.

Таблиця 2.3

Таблиця головних 5 компонент

	Компонента
	Відсоток варіабельності

	1
	28.9%

	2
	12.3%

	3
	8.9%

	4
	4.5%

	5
	2.1%


Перші дві компоненти місять 41.2 % варіабельності, перші три компоненти – 50.1 %, тому побудуємо двовимірну і тривимірну модель варіабельності даних.
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Рис. 2.8 Двовимірна та тривимірна модель розподілу даних

(за двома та трьома компонентами відповідно)

Прологарифмувавши розподіл даних по трьох компонентах, отримано наступні графіки.
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Рис. 2.9 Прологарифмований розподіл даних на базі

 перших трьох компонент

Проаналізуємо графічне представлення клаcів поміж собою.

Таблиця 2.4

Розподіли класів даних

	Назви класів
	Графік

	«Вузька ґрунтова дорога» - зелений колір; «Дороги серед будинків» - фіолетовий колір; «Дороги серед дерев» - відтінок зеленого.
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	«Дороги серед дерев» - відтінок зеленого; «Асфальтовані дороги» - червоний колір; «Дороги серед будинків» - фіолетовий колір.
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	«Польові сліди техніки» - червоний колір; «Дороги серед будинків» - фіолетовий колір; «Стежки» - жовтий колір.
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Продовження таблиці 2.4
	Назви класів
	Графік

	«Вузька ґрунтова дорога» - зелений колір; «Дороги серед дерев» - відтінок зеленого; «Польові сліди техніки» - червоний колір.
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	«Дороги серед дерев» - відтінок зеленого; «Стежки» - жовтий колір; «Асфальтовані дороги» - червоний колір.
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	«Асфальтовані дороги» - червоний колір; «Широка ґрунтова дорога» - чорний колір; «Стежки» - жовтий колір.
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Одновимірний аналіз 3 головних компонент по кожному класу наведено у додатку А.

2.6 Тестування на реальних даних

2.6.1 Тестування авто-енкодеру

Тестування проводилось на зображеннях, які не належать генеральній сукупності, тобто зображення які не приймали участь у тренуванні. Як помітно з таблиці 2.5, що авто-енкодер добре відновлює пачті, які схожі за типом місцевоці до навчальної вибірки. На прикладі другого зображення з цієї таблиці, поімтно що нейронна мережа, не якісно відновила деякі структури, це пояснюється тим, що дане зображення не належить до класу місцевості.

Таблиця 2.5

Результат роботи авто-енкодеру

	Оригінальне зображення
	Відновлене зображення
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2.6.2 Тестування прогамного забезпечення

Тестування роботи класифікатору, проводилось на зображеннях, з яких не вирізалися патчі для тренування нейронної мережі, за допомогою ковзного вікна та при проходженні по рівномірній сітці, з виділенням або видаленням обраного класу.

Таблиця 2.6

Виділення класів доріг на зображеннях по рівномірній сітці

	Назва класу
	Оригінальне зображення
	Тільки клас
	Все крім класу

	Асфальтова-на дорога
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	Вузька 

ґрунтова дорога
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	Польові сліди техніки
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	Дорога біля будинків
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	Не дороги
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	Стежки
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Розглянемо результати класифікації на тестових даних:
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Рис. 2.10 Гістограма вірних і не вірних передбачень

Розглянемо повний аналіз зображення:
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Рис. 2.11 Зображення з місцевості

Проаналізувавши дане зображення по рівномірній сітці, отримуємо наступні результати:

· Польові сліди техніки : 0.24 %

· Вузька ґрунтова дорога : 4.53 %

· Інше : 55.25 %

· Дорога біля будинків : 7.6 %

· Дорога біля дерев : 2.3 %

· Асфальтована дорога : 11.89 %

· Стежки : 9.76 %

· Широка ґрунтова дорога : 8.44 %
Аналіз зображення використовуючи ковзне вікно:

· Польові сліди техніки : 0.25 %

· Вузька ґрунтова дорога : 4.05 %

· Інше : 50.34 %

· Дорога біля будинків : 10.42 %

· Дорога біля дерев : 1.96 %

· Асфальтована дорога : 13.55 %

· Стежки : 8.84 %

· Широка ґрунтова дорога : 10.58 %

Висновки

В ході виконання роботи описані та проаналізовані основні теоретичні положення, що відносяться до задач класифікації. Розроблено автоматизовану систему, що дозволяє класифікувати дороги, представлені на зображеннях.

В ході тестування з’ясувалось, що система найкраще розпізнає наступні класи: «Не дороги», «Асфальтована дорога», «Вузька ґрунтова дорога», «Стежки». Це насамперед пов’язано з тим, що дані класи сильно відрізняються поміж інших класів.

Виконані наступні завдання:

1) проаналізовані та висвітлені основні терміни та поняття, що стосуються задачі класифікації;

2) розглянуті сучасні технології для вирішення подібних задач;
3) розроблений програмний комплекс, що дозволяє проводити тренування та тестування;
4) описаний процес тренування нейронних мереж;
5) проведений аналіз даних;

6) проведене тестування мережі авто-енкодеру та класифікатору;
7) проаналізовані вихідні результати.

Програмний комплекс може бути розширеним та вдосконаленим, що пропонується виконати в наступному продовженні роботи, наприклад: збільшити кількість вхідних шарів нейронної мережі, збільшити кількість даних для тренування, оцінити та застосувати інші нейронні мережі, що вирішують задачу розпізнавання.
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Додаток А

Таблиця. Одновимірні розподіли класів даних (з аномальними спостереженнями)

	Назва класу
	Компо-нента
	Гістограма
	Рознесення
	Відношення до загального

	Асфальто-вана дорога
	1
	[image: image243.png]Figure 1

AccansbToBaHa aopora. Mepla KoMNoHeHTa. JlorapudpmosaHo.





	8.45425
	0.91434

	Асфальто-вана дорога
	2
	[image: image244.png]Figure 1

AccansbToBaHa aopora. Mepla KoMNoHeHTa. JlorapudpmosaHo.





	8.85218
	0.95738

	Асфальто-вана дорога
	3
	[image: image245.png]Figure 1

AccanbToBaHa aopora. TpeTs KOMNoHeHTa. JlorapugmoBaHo.

A €5 pQ = 3,655 5.0




	1.91270
	0.20686

	Вузька грунтова
	1
	[image: image246.png]Figure 1

By3bka rpyHTOBa. leplwa KoMnoHeHTa. JlorapugmMoBaHo.

x=1.46 4=99.0





	8.90693
	0.96330

	Вузька грунтова
	2
	[image: image247.png]Figure 1

By3bka rpyHTOBa. leplwa KoMnoHeHTa. JlorapugmMoBaHo.

x=1.46 4=99.0





	  8.51781
	0.92122

	Вузька грунтова
	3
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By3bKa rpyHTOBa. TpeTa KoMNoHeHTa. JlorapugmosaHo.

x=—1,542 4=20.8





	7.32562
	0.79228


Продовження таблиці
	Назва класу
	Компо-нента
	Гістограма
	Рознесення
	Відношення до загального

	Польові сліди
	1
	[image: image249.png]Figure 1

Monbosi cnigw. Meplua KOMMoOHeHTa. JlorapugmoBaHo.





	9.03216
	0.97684

	Польові сліди
	2
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Monbosi cnigw. Meplua KOMMoOHeHTa. JlorapugmoBaHo.





	  8.32397
	0.90025

	Польові сліди
	3
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Monbosi cnign. TpeTs KoMnoHeHTa. JlorapudgmoBaHo.





	7.99674
	0.86486

	Широка грунтова
	1
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LLinpoka rpyHToBa. Mepla KoMnoHeHTa. JlorapudmosaHo.





	  8.97035
	0.97016

	Широка грунтова
	2
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LLinpoka rpyHToBa. [lpyra KoMnoHeHTa. JlorapudpmosaHo.

x=4.,90 y=140.1





	9.02373
	0.97593

	Широка грунтова
	3
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LLinpoka rpyHToBa. TpeTs KOMNOHeHTa. JloraputmMosaHo.

x=1.715 4=316.6





	7.67713
	0.83029


Продовження таблиці
	Назва класу
	Компо-нента
	Гістограма
	Рознесення
	Відношення до загального

	Стежки
	1
	[image: image255.png]Figure 1

Crexku. Mepwa KoMnoHeHTa. JlorapugmosaHo.

x=0.48 y=26.63





	9.13489
	0.98795

	Стежки
	2
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Crexku. [lpyra KomnoHeHTa. JlorapugmosaHo.





	8.72934
	0.94409

	Стежки
	3
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Crexkn. TpeTs KoMnoHeHTa. JlorapugmosaHo.





	7.66309
	0.82877
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