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Політична діяльність і, зокрема, вибори президента країни є дуже складним процесом, який важко моделювати і прогнозувати. Але запит на такі дослідження є дуже великим. В даній роботі проведено дослідження різних методів прогнозування виборів президента США: методу множинної лінійної регресії, методу головних компонент, методу штучних нейронних мереж. Останній метод є найбільш гнучким, оскільки дозволяє оптимізувати прогнозну модель завдяки підбору оптимальної архітектури мережі та шляхом наступного навчання мережі.   

Метою роботи є аналіз результатів виборів президента США на рівні штатів та апробація моделей, здатних ефективно прогнозувати ці результати.
Для досягнення поставленої мети в роботі виконано низку завдань:

· проаналізувати методику проведення виборів президента США;
· з використанням середовища R-Studio побудувати регресійні моделі та моделі штучної нейронної мережі для прогнозування результатів виборів президента США;
· порівняти ефективність різних прогнозних моделей.
В роботі проводиться порівняння ефективності різних моделей при прогнозуванні результатів виборів президента США на рівні штатів. Як показали дослідження, найвищу ефективність продемонструвала модель штучної нейронної мережі з чотирьома нейронами у вхідному шарі та трьома нейронами у прихованому шарі.

Робота складається з вступу, двох розділів, висновків та списку використаної літератури. Повний обсяг роботи становить 29 сторінок. Робота містить 4 таблиці, 7 рисунків та 1 додаток. Список використаних джерел налічує 23 найменування. 
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ВСТУП

Актуальність теми. Структурний метод реалізації штучного інтелекту передбачає аналіз та відтворення складних систем на основі моделі штучних нейронних мереж. Такі моделі можуть оперувати зі знаннями та навчатися в процесі аналізу даних. Методи штучного інтелекту використовують у фінансовій діяльності, для моніторингу безпеки та людської діяльності, для управління стратегічними задачами та військовими операціями. Політична діяльність і, зокрема, вибори президента чи парламенту країни є дуже складним процесом, який важко моделювати і прогнозувати. Особливо це стосується процесу виборів президента США, який відбувається за складною багатоступінчастою системою. Однак, запит на системи, здатні робити подібні прогнози є дуже великим.  

Однією з основних тем в період виборів є передбачення переможця. Особливо багато уваги привертають президентські вибори у США, зокрема через особливості виборчої системи, актуальність дослідження якої не стає менш цікавою з плином часу. Проблемі передбачення результатів виборів присвячені роботи таких дослідників, як Ю. Баскакова, A. Graefe, P. Hummel, D. Rothschild та інших. Складність задачі вимагає інструментів аналізу та моделювання відповідного рівня. В той же час недостатньо наукових досліджень, присвячених застосуванню методів штучного інтелекту до прогнозування результатів виборів. У даній роботі виконана спроба спрогнозувати результати виборів президента США з використанням методів штучного інтелекту та інших, більш традиційних, підходів, а потім порівняти ефективність використаних методів.
Об’єктом дослідження даної наукової роботи є система виборів президента США.
Предметом дослідження є інтелектуальні методи прогнозування результатів виборів президента CША на рівні штатів.
Метою роботи є аналіз результатів попередніх виборів президента США на рівні штатів та апробація моделей, здатних ефективно прогнозувати ці результати.
Завдання:

· проаналізувати методику проведення виборів президента США;
· охарактеризувати роботу штучних нейронних мереж;

· дослідити і застосувати методи штучного інтелекту з використанням середовища R-Studio;
· побудувати регресійні моделі для прогнозування результатів виборів президента США;
· побудувати моделі штучної нейронної мережі для прогнозування результатів виборів президента США;
· порівняти ефективність побудованих моделей. 

Методи дослідження. При нaпиcaннi роботи були викориcтaнi тaкi методи, як:

· cиcтемний aнaлiз тa cинтез для побудови мaтемaтичних моделей;

· aнaлiтичний тa cтaтиcтичний для прогнозування виборів та оцiнки параметрів мaтемaтичних моделей;
· метод штучних нейронних мереж для прогнозування виборів на рівні штатів;
· графічний для наочної ілюстрації кількісної залежності показників з використанням графічних можливостей програмного пакету R-Studio.
РОЗДІЛ 1. МЕТОДИ ШТУЧНОГО ІНТЕЛЕКТУ
1.1 . Поняття про штучний інтелект

Штучний інтелект - один з найперспективніших напрямків комп'ютерних наук, який вивчає методи розв'язання задач, для яких не існує способів вирішення [7,9,14,21]. Системи штучного інтелекту можуть оперувати даними та самонавчатися. Сфери застосування таких систем є необмеженими - від створення роботів, які самостійно приймають рішення, до машин з автопілотом чи онлайн-перекладачі в реальному часі.

Штучний інтелект (Artificial Intelligence - AI) розуміється як здатність автоматичних систем брати на себе функції людини, вибирати і приймати оптимальні рішення на основі раніше отриманого життєвого досвіду і аналізу зовнішніх впливів. 

Штучний інтелект (ШІ) - властивість інтелектуальних систем виконувати творчі функції, які традиційно вважаються прерогативою людини; наука і технологія створення інтелектуальних машин, особливо інтелектуальних комп'ютерних програм. ШІ пов'язаний з подібною задачею використання комп'ютерів для розуміння людського інтелекту, але не обов'язково обмежується біологічно правдоподібними методами.

 В дослідженнях у галузі штучного інтелекту склалося два головних напрямки: біонічний і прагматичний.

Біонічний напрямок досліджень в галузі штучного інтелекту засновано на припущенні про те, що якщо в штучній системі відтворити структури і процеси людського мозку, то й результати вирішення завдань такою системою будуть подібні до результатів, що отримує людина. В цьому напрямку досліджень виділяються:

Нейромережні алгоритми. В його основі лежать системи елементів, які подібно до нейронів головного мозку здатні відтворювати деякі інтелектуальні функції. Прикладні системи, розроблені на основі цього підходу, називаються нейронними мережами.

Структурно-евристичний підхід. В його основі лежать знання про поведінку спостережувального об'єкта або групи об'єктів і міркування про ті структури, які могли б забезпечити реалізацію спостережуваних форм поведінки. Прикладом подібних систем служать мультиагентні системи.

Еволюційні алгоритми. В цьому випадку можна вирішити завдання, що формулюється в термінах еволюціонуючої популяції організмів - сукупності підсистем, що протидіють і співпрацюють, в результаті функціонування яких забезпечується необхідна рівновага (стійкість) всієї системи в умовах постійно змінних впливів середовища. Такого роду підхід реалізовано в прикладних системах на основі генетичних алгоритмів.

Нечітка логіка. Найбільш вражаючим в людському інтелекті є здатність приймати правильні рішення в умовах неповної та нечіткої інформації. Побудова моделей наближених роздумів людини і використання їх в комп'ютерних системах представляє сьогодні одну з найважливіших проблем науки. "Штучний інтелект", який легко вирішує завдання управління складними технічними комплексами, часто є безпорадним в простих ситуаціях повсякденного життя. Для створення інтелектуальних систем, здатних адекватно взаємодіяти з людиною, потрібно застосовувати новий математичний апарат, який переводить неоднозначні життєві твердження в мову чітких і формальних математичних формул. 

Прагматичний напрямок ґрунтується на припущенні про те, що розумова діяльність людини є «чорним ящиком». Але, якщо результат функціонування штучної системи збігається із результатом діяльності експерта, то таку систему можна визнати інтелектуальною незалежно від способів отримання цього результату. При такому підході не ставиться питання про адекватність використаних в комп'ютері структур і методів до тих структур чи методів, якими користується в аналогічних ситуаціях людина, а розглядається лише кінцевий результат вирішення конкретних завдань.
1.2 . Штучні нейронні мережі

Штучна нейронна мережа (ШНМ) – це математична, програмна та апаратна модель, побудована за принципом функціонування біологічних нейронних мереж клітин живого організму [2,5,7]. ШНМ складається з штучних нейронів і організована як набір декількох взаємопов'язаних шарів (рис. 1.1 справа). Кожен нейрон вхідного шару має лише один вхід від зовнішнього середовища. Кожен нейрон прихованого шару отримує сигнали від кожного нейрона попереднього (вхідного) шару. Вихід кожного нейрона вихідного шару є реакцією мережі на вхідний сигнал. Головні перетворення відбуваються у прихованому шарі. Прихованих шарів може бути 0, 1 або більше. Здатність до моделювання нелінійних процесів, до роботи із зашумленими даними і адаптивність дають можливість застосовувати нейронні мережі у таких областях як розпізнавання образів, асоціативний пошук, класифікація, прогнозування, діагностика, обробка сигналів, розпізнавання мови.  
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Рис. 1.1. Схема штучного нейрона та багатошарової нейронної мережі

На нейроподібний елемент (рис. 1.1 зліва) поступає набір вхідних сигналів 
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. Кожний вхідний сигнал множиться на відповідну вагу зв’язка 
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 - аналог реакції біологічного синапса. Вага зв’язка є скалярною величиною, додатною для збуджуючих і від’ємною для гальмуючих зв’язків. Зважені вагами зв’язків вхідні сигнали поступають на блок сумації, який відповідає тілу клітини, де здійснюється їх алгебраїчна сумація і визначається рівень 
збудження нейроподібного елемента V. Вихідний сигнал нейрона y визначається шляхом пропускання рівня збудження V через нелінійну активаційну функцію f(V). Найбільш поширеними є сигмоїдні активаційні функції (сигмоїди) – функція Фермі (логістична):
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з вихідними значеннями в проміжку [0,1]  (рис.1.2 зліва) і гіперболічний тангенс 
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з вихідними значеннями в проміжку [-1,1] (рис. 1.2 справа). 
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Рис. 1.2. Сигмоїдні активаційні функції. Зліва функція Фермі, справа – гіперболічний тангенс

Назву персептрон для нейромереж ввів американський нейрофізіолог Ф. Розенблатт [6, 8]. Він же довів збіжність області розв’язків для персептрона при його навчанні. Головною перевагою нейромереж перед класичними моделями класифікації та прогнозування є їх здатність до навчання. Для навчання нейронної мережі необхідні навчаючі дані – множина еталонних пар “вхід - вихід”. Після завершення навчання нейронна мережа готова до використання. Вона буде обчислювати вихідні сигнали, близькі до еталонних при відповідних вхідних сигналах. Суть навчання персептрона полягає у зміні вагових коефіцієнтів для вхідних сигналів. Оптимальний набір вагових коефіцієнтів дозволяє персептрону працювати у режимі  розпізнавання або узагальнення. 

Одношарова нейромережа добре справляється з задачами класифікації при умові лінійної роздільності класів. Багатошаровий персептрон (БШП) з сигмоїдними функціями активації здатен апроксимувати довільну функціональну залежність. Але при цьому залишається відкритим питання про потрібну кількість шарів, потрібну кількість прихованих нейронів, та необхідний для навчання мережі час. Чим складніша поверхня відгуку, яка моделюється, тим складнішою має бути нейромережа. Якщо нейронів і шарів буде замало, похибка навчання залишиться великою. Якщо нейронів і шарів буде забагато, виникне ефект перенавчання. Похибка на тренувальних даних буде низькою, а на тестових даних – великою. Згідно з гіпотезою Івахненко [3] існує певний рівень оптимальної складності моделі. При перевищенні цього рівня похибка на навчальній вибірці буде спадати, а похибка на контрольній вибірці буде зростати.
1.3 . Виборча система США

Американська виборча система досить заплутана, а вибори є непрямими (їх ще називають «опосередкованими» або «багатоступеневими») [10,19,23]. Порядок проведення виборів у країні де-факто не змінювався з кінця XVIII століття, коли була прийнята Конституція США. Американський президент обирається на чотири роки і може обіймати посаду глави Білого дому не більше двох термінів.

Обирають американці не безпосередньо президента, а виборців так званої Колегії виборців. Це стало результатом компромісу між батьками-засновниками, одні з яких хотіли, аби президента обирав Конгрес, а інші хотіли віддати це право народу. Кількість виборців від кожного штату дорівнює кількості конгресменів (залежить від кількості населення) і сенаторів (два на кожний штат). Таким чином більші штати мають більшу кількість виборців, але кількість голосів звичайних громадян не є пропорційною до кількості голосів виборців Виборчої колегії. Всього в Колегії 538 виборців. Щоб стати президентом Сполучених Штатів Америки необхідно здобути 270 голоси.

В усіх, окрім двох штатів (Небраска, Мен), вибори проводяться за принципом «переможець забирає все». Отже, якщо кандидат відчуває, що він отримає 60% або більше голосів в певному штаті, або ж розуміє, що програє, то агітації там проводити сенсу немає. І всі зусилля зосереджуються на так званих «штатах-гойдалках». Під час останніх виборів це були Огайо, Флорида, Вірджинія, Вісконсін та Невада. На мешканців цих штатів спрямовується величезна кількість реклами і саме там проводяться численні зустрічі кандидатів з виборцями. 
Розглянемо детальніше, що означає правило «переможець отримує все». Візьмемо для прикладу штат Каліфорнія. У 2000 році за Альберта Гора в Каліфорнії проголосували 5,8 мільйона осіб або 53,45 %. За Буша — 4,5 мільйона або 41,65 %. Таким чином, Гор набрав більшість всередині штату Каліфорнія і він отримав всі 54 електоральних голоси Каліфорнії. У Флориді Гор набрав 2 912 253 голоси, а Буш — 2 912 790. Ця різниця в 500 голосів і принесла Бушу перемогу в штаті – він отримав всі 25 електоральних голосів штату Флорида.

Переможцем виборів не завжди стає кандидат, який набрав найбільшу кількість голосів загалом по країні. Адже американці не голосують за президента безпосередньо, а голосують за членів колегії виборців, які 15 грудня обиратимуть президента. Прикладом є президентські вибори у США 2016 року. Кандидат від Республіканської партії Дональд Трамп отримав 46.0% голосів усіх громадян-виборців США, кандидат від демократів Хілларі Клінтон отримала 48.1% голосів усіх виборців. Але, при цьому, Дональд Трамп отримав 306 голосів колегії при необхідних 270 та став 45-м президентом США.
Отже, система виборів президента США має свої переваги та недоліки. 
Переваги:
· колегія виборників як данина Конституції США;
· дотримання духу федерації;
· більш надійний захист від фальсифікацій.
Недоліки:
· кандидат, який набрав найбільшу кількість голосів виборників, не обов'язково стає переможцем виборів;
· вся увага приділяється «хитким» штатам;
· правило «переможець отримує все».  
РОЗДІЛ 2. МЕТОДИ ПРОГНОЗУВАННЯ РЕЗУЛЬТАТІВ ВИБОРІВ З   ВИКОРИСТАННЯМ ШТУЧНОГО ІНТЕЛЕКТУ

2.1. Середовище R як інструмент штучного інтелекту
Експериментальні дані, представлені в комп'ютерному форматі у вигляді взаємопов'язаних таблиць, потребують таких процедурах обробки аналізу та інтерпретації, які, по-перше, роблять очевидними потенційно можливі закономірності і зв'язки між окремими компонентами і, по-друге, дають можливість передбачити нові факти. У вузькому плані мова може йти про оцінку значення цільового показника y - відгуку) для будь-якого об'єкта а за його описанням, тобто набором незалежних х - змінних (предикторів). Однак в більш широкому сенсі при цьому зачіпаються питання багатовимірного інтелектуального аналізу систем. Сучасні інформаційні технології передбачають розміщення таблиць даних у концентрованому вигляді в сховищах даних. У цих системах розрізнена інформація може надаватися у вигляді багатовимірного куба, з якого можна витягувати зрізами потрібну інформацію. Для перевірки складних гіпотез і вирішення стратегічних проблем використовується апарат вилучення знань з великих баз даних (knowledge discovery in databases), основою якого є інтелектуальний аналіз даних - Data Mining. До задач аналізу даних сьогодні залучені методи трьох дисциплін: інтелектуальний аналіз даних (Data Mining), машинне навчання (Machine Learning) і традиційний статистичний аналіз. Всі ці три дисципліни працюють на одному предметному полі і використовують фактично одні і ті ж (або дуже схожі) алгоритми. Загальні для них риси і теми є набагато ширшими, ніж відмінності. Data Mining включає в сферу своєї компетенції практично необхідні прийоми роботи з великими масивами даних, мережами тощо. Машинне навчання часто ототожнюють з штучним інтелектом, а статистичний аналіз шукає обґрунтування своїх процедур в теоретико-імовірнісних підходах. Всі згадані задачі дуже часто вирішують з використанням середовища R (http://www.r-project.org/ ). Ця мова є безумовним лідером серед некомерційних систем статистичного аналізу і поступово стає незамінною при проведенні науково-технічних розрахунків в більшості західних університетських центрів і багатьох провідних фірмах. Розширення бібліотек програмних модулів за рахунок зусиль безлічі розробників призвело до виникнення розподіленої системи зберігання і поширення пакетів R, тобто "CRAN" від ( «Comprehensive R Archive Network»; http://cran.r-project.org), яка володіє також розвиненою системою інформаційної підтримки. Прекрасним прикладом додатку з графічним інтерфейсом і відкритим вихідним кодом, заснованому на використанні ресурсів R, є Rattle (Williams, 2009). До складу цього пакету входять функції, які виконують трансформацію і візуалізацію даних, вирішують завдання кластеризації, побудови моделей опорних векторів, дерев рішень, бустінг-моделей і випадкового лісу, побудову нейронних мереж, виділення асоціативних правил тощо. Ще одним ефективним засобом інтеграції десятків функцій з різних пакетів для побудові моделей класифікації і регресії є пакет caret. Цей пакет автоматично здійснює завантаження відповідних функцій, враховує наявні синтаксичні відмінності між ними і виконує комплексне тестування якості моделей. Пакет caret особливо ефективний для оптимізації коефіцієнтів і параметрів багатьох з цих моделей з використанням інтелектуальних підходів і алгоритмів ресемплінгу.

У даній роботі ми використали можливості пакету R для аналізу та прогнозування такого складного процесу, як вибори президента США [10,11,15,22]. Політична система США включає декілька партій, але серед них превалюють дві: демократична та республіканська. Така бінаризація політичної системи дещо спрощує підхід до інтелектуального аналізу та прогнозування виборчих процесів. В процесі дослідження нами були вирішені задачі класифікації штатів за політичними уподобаннями, побудова прогнозних моделей для передбачення результатів виборів та використання штучних нейронних мереж для моделювання і прогнозування результатів виборів президента США. Різні методи і підходи дозволили нам оцінити переваги та недоліки кожної моделі, оцінити адекватність отриманих результатів. 

2.2. Регресійні  моделі

У цьому розділі ми будемо аналізувати базу даних USAV4  з результатами голосування за президента США за період 1988 – 2020 роки з метою побудови прогнозних моделей регресійного типу. База даних – це таблиця, яка містить 51 рядків-зразків (штати) та 9 стовпців-ознак (голосування виборців у різні роки). Значення кількості голосів виборців коливаються від 0 до 55 (максимально можлива кількість голосів виборців від одного штату). Голоси віддані за демократів беруться із знаком «+», голоси, віддані за республіканців, беруться із знаком «-». Таким чином, кожен штат описаний у просторі 8 ознак (голосування у різні роки від 1988 до 2016 року), які можуть бути використані для передбачення голосування у 2020 році. Початкова частина бази даних представлена у табл. 2.1. Повна таблиця розміщена у Додатку А. 

Таблиця 2.1. Результати голосування виборців за кандидатуру президента США

	 
	1988
	1992
	1996
	2000
	2004
	2008
	2012
	2016
	2020

	Alabama
	-9
	-9
	-9
	-9
	-9
	-9
	-9
	-9
	-9

	Alaska
	-3
	-3
	-3
	-3
	-3
	-3
	-3
	-3
	-3

	Arizona
	-7
	-8
	8
	-8
	-10
	-10
	-11
	-11
	11

	Arkansas
	-6
	6
	6
	-6
	-6
	-6
	-6
	-6
	-6

	California
	-47
	54
	54
	54
	55
	55
	55
	55
	55

	Colorado
	-8
	8
	-8
	-8
	-9
	9
	9
	9
	9

	Connecticut
	-8
	8
	8
	8
	7
	7
	7
	7
	7

	Delaware
	-3
	3
	3
	3
	3
	3
	3
	3
	3

	D. C.
	3
	3
	3
	2
	3
	3
	3
	3
	3

	Florida
	-21
	-25
	25
	-25
	-27
	27
	29
	-29
	-29

	Georgia
	-12
	13
	-13
	-13
	-15
	-15
	-16
	-16
	16

	….
	….
	….
	….
	….
	….
	….
	….
	….
	….


У процесі аналізу та моделювання ми будемо використовувати пакет caret (скорочено від Classication and Regression Training), який сьогодні став одним з найбільш популярних інструментів серед користувачів R, які займаються розробкою прогнозних моделей [16,17]. Зчитуємо файл даних і означуємо модельовану змінну y (стовпець d20) та регресори x (стовпці від другого по дев’ятий) 

USA <- read.table('USAV4.txt', header=T, sep='\t')

y <- USA$d20

x <- USA[, 2:9]

library(caret)

Головна ознака, яку ми будемо моделювати – результати голосування у 2020 році (змінна d20). Побудуємо модель множинної лінійної регресії для моделювання фактора d20 з предикторами d88, d92, d96, d00, d04, d08, d12, d16 (результати голосування у 1988 – 2016 роках) та проаналізуємо її характеристики

lm.y <- lm(y ~ ., data = x)

summary(lm.y)

Coefficients:

                 Estimate   Std. Error  t value   Pr(>|t|)   

(Intercept)  1.62871    1.08720    1.498    0.14159   

d88           -0.05309    0.07366   -0.721    0.47508   

d92            0.37884    0.13179    2.874    0.00633

d96           -0.44400    0.15658   -2.836    0.00701

d00            0.32290    0.32300    1.000    0.32319   

d04            0.25090    0.32490    0.772    0.44429   

d08          -0.11552    0.17368   -0.665    0.50960   

d12            0.36943    0.21531    1.716    0.09357 

d16            0.17292    0.10837    1.596    0.11804   

---

Residual standard error: 6.002 on 42 degrees of freedom

Multiple R-squared:  0.8519,
Adjusted R-squared:  0.8237 

F-statistic: 30.19 on 8 and 42 DF,  p-value: 4.913e-15

Хоча побудована модель має високий ступінь детермінації (R2 = 0.85), деякі її коефіцієнти є незначущими. Це може бути наслідком ефекту мультиколінеарності. Проведемо очищення множини предикторів, видаливши ті змінні, які щільно корелюють з іншими. 

# пошук номерів змінних з високою кореляцією:

(highCor = findCorrelation(cor(x), cutoff = 0.90))

[1] 4 7

x1 = x[, -highCor]

Будуємо модель регресії на скороченій множині регресорів d88, d92, d96, d04, d08, d16.

lm.y <- lm(y ~ ., data = x1)

Отримана модель містить незначущий регресор d88, який потрібно видалити

x2 <- x1[, -1]

Розглянемо характеристики моделі множинної лінійної регресії з відбором факторів. Як показує нижченаведена табличка, модель є адекватною за критерієм Фішера, всі коефіцієнти моделі є значущими.

# Модель регресії з відбором регресорів

model1 <- lm(y ~ ., data = x2)

summary(model1)

Coefficients:

               Estimate   Std. Error  t value Pr(>|t|)    

(Intercept)  1.4896     1.0336    1.441   0.156481    

d92             0.3745     0.1309    2.861   0.006389 

d96            -0.2995     0.1344   -2.228   0.030896   

d04             0.5369     0.1304    4.117   0.000162

d08             0.1434     0.1073    1.336   0.188117    

d16             0.2111     0.1025    2.058   0.045381  

---

Residual standard error: 6.091 on 45 degrees of freedom

Multiple R-squared:  0.8365,
Adjusted R-squared:  0.8184 

F-statistic: 46.06 on 5 and 45 DF,  p-value: < 2.2e-16
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Рис. 2.1. Оцінка кількості головних компонент за критерієм Кайзера-Гутмана [4]
Одним з найбільш популярних методів зниження розмірності вихідного набору даних є аналіз головних компонент PCA (principle components analysis). Цей метод дозволяє сформувати ортогональну систему координат, яка забезпечує оптимальне розташування точок об’єктів відносно осей головних компонент нового редукованого простору. Основний критерій якості такого перетворення - достатньо висока частка загальної варіації вихідних даних, яку пояснюють перші власні вектори (наприклад, 80% або 95%). У нашому випадку визначимо оптимальну розмірність простору головних компонент за критерієм Кайзера-Гутмана [4], який рекомендує залишити лише ті головні компоненти, власні значення яких перевищують їх середнє значення (рис. 2.1). Рекомендована кількість головних компонент за критерієм Кайзера-Гутмана – 2. Ці компоненти пояснюють 81% загальної дисперсії.
library(vegan)

mod.pca <- rda(x, scale=TRUE)

ev <- mod.pca$CA$eig

barplot(ev, col="bisque", las=2)

abline(h=mean(ev), col="red")

legend("topright", "Средние собственных значений",

lwd=1, col=2, bty="n")

c(length(ev[ev > mean(ev)]), sum(ev[ev > mean(ev)])/sum(ev))

              [1] 2.0000000    0.809868

Якщо використати модель з трьома головними компонентами, то вона зможе пояснити 89% загальної дисперсії

c(length(ev[ev > 0.5]), sum(ev[ev > 0.5])/sum(ev))

[1] 3.0000000 0.8914208

Для побудови моделі регресії на головних компонентах сформуємо нову таблицю предикторів з 2 головних компонент, які пояснюють 81% загальної дисперсії:

prePCA <- preProcess(x,method= c("center", "scale", "pca"), pcaComp=2)

x.pca <- predict(prePCA,x)

Побудуємо модель лінійної регресії на двох головних компонентах

# Модель регресії на 2 головних компонентах

xx <- USA[, 2:10]

prePCA <- preProcess(xx,method= c("center", "scale", "pca"), pcaComp=2)  # формуємо 2 
головних компоненти

x2.pca <- predict(prePCA, xx)

model2 <- lm(y ~ ., data = x2.pca)

summary(model2)

Характеристики моделі є наступні:

Coefficients:

               Estimate Std. Error t value  Pr(>|t|)    

(Intercept) 1.5490     0.8585   1.804   0.07747 .  

PC1           5.1254     0.3487  14.698  < 2e-16 

PC2          -2.2139     0.8008  -2.764   0.00806 

Residual standard error: 6.131 on 48 degrees of freedom

Multiple R-squared:  0.8233,
Adjusted R-squared:  0.816 

F-statistic: 111.8 on 2 and 48 DF,  p-value: < 2.2e-16

Побудуємо модель лінійної регресії на трьох головних компонентах

# Модель регресії на 3 головних компонентах

prePCA <- preProcess(xx,method= c("center", "scale", "pca"), pcaComp=3) # формуємо 3 
головних компоненти

x3.pca <- predict(prePCA,xx)

model3 <- lm(y ~ ., data = x3.pca)

summary(model3)

Характеристики моделі є наступні:

Coefficients:

            Estimate Std. Error t value    Pr(>|t|)    

(Intercept) 1.5490     0.6394   2.423  0.019315   

PC1           5.1254     0.2597  19.736  < 2e-16 

PC2          -2.2139     0.5964  -3.712  0.000544 

PC3           5.0748     0.8070   6.288   9.85e-08 

Residual standard error: 4.566 on 47 degrees of freedom

Multiple R-squared:  0.904,
Adjusted R-squared:  0.8979 

F-statistic: 147.6 on 3 and 47 DF,  p-value: < 2.2e-16

Як бачимо з наведених розрахунків, хоча за критерієм Кайзера-Гутмана рекомендована модель регресії на двох головних компонентах, модель на трьох компонентах має набагато вищу якість.


Прогнозування 2020 рік. Перейдемо до перевірки прогностичних якостей побудованих нами моделей. Спочатку побудуємо прогноз (відтворення) результатів виборів 2020 року з використанням моделі множинної лінійної регресії з відбором регресорів. 

USA <- read.table('USAV4.txt', header=T, sep='\t')

y <- USA$d20

x <- USA[, 2:9]

x2 <- subset(x, select = -c(d88,d00,d12) )

pr <- predict(lm.y, x2)  #  Побудова прогнозу

write.table(pr, "C:\\Users\\Владелец\\Documents\\R\\work\\USApredict.txt", sep="\t")
Побудована нами модель правильно передбачає результати виборів у 46 штатах і дає помилковий прогноз у 5 штатах (табл. 2.2, третя колонка). Тобто справджуваність моделі становить 90% ( 46/51 = 0.90). Під справджуваністю прогнозу ми розуміємо співпадіння знака прогнозу і знака фактичного результату виборів 2020 року у відповідному штаті. З врахуванням правила «переможець забирає все» співпадіння знаків є достатнім для повністю правильного прогнозу у даному штаті. Останній рядок табл. 2.2 (Total) показує перевагу у голосах демократів над республіканцями.
А тепер перевіримо прогностичні якості регресійних моделей на головних компонентах. 

# Моделі на головних компонентах Прогнозування

Модель регресії на 2 головних компонентах

prePCA <- preProcess(x, method= c("center", "scale", "pca"), pcaComp = 2)

x2.pca <- predict(prePCA, x)

pr <- predict(model2, x2.pca)

write.table(pr, "C:\\Users\\Владелец\\Documents\\R\\work\\USApredict241.txt", sep="\t")

Модель регресії на 3 головних компонентах

prePCA <- preProcess(x, method= c("center", "scale", "pca"), pcaComp = 3)

x3.pca <- predict(prePCA, x)

pr <- predict(model3, x3.pca)

write.table(pr, "C:\\Users\\Владелец\\Documents\\R\\work\\USApredict242.txt", sep="\t")
Аналіз результатів прогнозування показав, що модель регресії на двох головних компонентах правильно передбачає результати виборів у 46 штатах і дає помилковий прогноз у 5 штатах. Справджуваність моделі становить 90%. Аналогічні результати якості прогнозування для моделі регресії на трьох головних компонентах.
Таблиця 2.2. Результати прогнозування результатів виборів президента США 
	
	Факт
	Прогноз на 2020 рік
	Прогноз на 2024 рік

	 
	2020
	LMR
	PC3
	NN43
	LMR
	PC3
	NN43

	1
	2
	3
	4
	5
	6
	7
	8

	Alabama
	-9
	-7.21
	-7.34
	-5.65
	-9
	-9
	-9

	Alaska
	-3
	-1.41
	-1.69
	-1.07
	-3
	-3
	-3

	Arizona
	11
	-13.03
	-7.15
	-5.75
	-11
	-11
	11

	Arkansas
	-6
	-3.41
	-1.27
	-2.87
	-6
	-6
	-6

	California
	55
	54.56
	56.15
	37.33
	55
	55
	55

	Colorado
	9
	5.24
	0.17
	0.50
	9
	9
	9

	Connecticut
	7
	8.33
	8.81
	11.32
	7
	7
	7

	Delaware
	3
	4.39
	4.18
	5.01
	3
	3
	3

	D. C.
	3
	4.39
	3.70
	3.64
	3
	3
	3

	Florida
	-29
	-32.11
	-27.39
	-31.85
	-29
	-29
	-29

	Georgia
	16
	-3.33
	-5.91
	-9.63
	16
	16
	16

	Hawaii
	4
	5.14
	4.65
	4.40
	4
	4
	4

	Idaho
	-4
	-2.38
	-2.63
	-1.85
	-4
	-4
	-4

	Illinois
	20
	21.65
	22.87
	28.97
	20
	20
	20

	Indiana
	-11
	-6.06
	-11.02
	-7.71
	-11
	-11
	-11

	Iowa
	-6
	-2.01
	0.52
	-1.39
	-6
	-6
	-6

	Kansas
	-6
	-4.31
	-4.48
	-3.30
	-6
	-6
	-6

	Kentucky
	-8
	-5.04
	-2.04
	-4.15
	-8
	-8
	-8

	Louisiana
	-8
	-5.65
	-2.21
	-4.48
	-8
	-8
	-8

	Maine
	3
	5.14
	4.94
	5.99
	3
	3
	3

	Maryland
	10
	11.15
	11.29
	15.30
	10
	10
	10

	Massachusetts
	11
	12.87
	12.17
	10.96
	11
	11
	11

	Michigan
	16
	11.03
	10.53
	12.70
	16
	16
	16

	Minnesota
	10
	10.62
	10.28
	9.71
	10
	10
	10

	Mississippi
	-6
	-4.38
	-5.01
	-3.56
	-6
	-6
	-6

	Missouri
	-10
	-7.28
	-3.05
	-5.93
	-10
	-10
	-10

	Montana
	-3
	0.84
	-0.19
	-1.29
	3
	-3
	3

	Nebraska
	1
	-2.48
	-3.93
	-2.69
	-1
	-1
	1

	Nevada
	6
	1.09
	1.04
	2.55
	6
	6
	6

	New Hampshire
	4
	5.35
	3.10
	4.22
	4
	4
	4

	New Jersey
	14
	15.77
	16.17
	22.11
	14
	14
	14

	New Mexico
	5
	0.95
	3.47
	4.59
	5
	5
	5

	New York
	29
	31.17
	30.76
	23.76
	29
	29
	29

	North Carolina
	-15
	-8.63
	-14.30
	-10.82
	-15
	-15
	-15

	North Dakota
	-3
	-1.41
	-1.69
	-1.07
	-3
	-3
	-3

	Ohio
	-18
	-8.60
	-9.65
	-19.25
	-18
	-18
	-18

	Oklahoma
	-7
	-5.35
	-5.95
	-4.32
	-7
	-7
	-7

	Oregon
	7
	8.25
	7.73
	7.37
	7
	7
	7

	Pennsylvania
	20
	13.28
	13.09
	15.91
	20
	20
	20

	Rhode Island
	4
	5.35
	4.91
	4.74
	4
	4
	4

	South Carolina
	-9
	-6.45
	-6.63
	-5.25
	-9
	-9
	-9

	South Dakota
	-3
	-1.41
	-1.69
	-1.07
	-3
	-3
	-3

	Tennessee
	-11
	-7.49
	-3.28
	-6.28
	-11
	-11
	-11

	Texas
	-38
	-31.64
	-30.42
	-30.00
	-38
	-38
	-38

	Utah
	-6
	-3.55
	-3.81
	-3.00
	-6
	-6
	-6


Продовження табл. 2.1
	1
	2
	3
	4
	5
	6
	7
	8

	Vermont
	3
	4.39
	4.18
	5.01
	3
	3
	3

	Virginia
	13
	-1.86
	-6.66
	1.53
	-13
	-13
	13

	Washington
	12
	11.49
	10.73
	10.33
	12
	12
	12

	West Virginia
	-5
	-2.59
	-1.24
	-3.09
	-5
	-5
	-5

	Wisconsin
	10
	7.01
	5.88
	2.86
	10
	10
	10

	Wyoming
	-3
	-1.41
	-1.69
	-1.07
	-3
	-3
	-3

	Total
	79
	79
	79
	72
	35
	29
	85


Прогнозування 2024 рік. Перейдемо до прогнозування результатів президентських виборів 2024 року. При цьому будемо використовувати побудовані вище моделі множинної лінійної регресії з відбором факторів та модель регресії на трьох головних компонентах. 

Перший прогноз буде виконаний на основі моделі model1. Але у списку предикторів замість d16 використаємо d20. Завантажуємо базу даних USAV5.txt з проведеною заміною предикторів

x3 <- read.table('USAV5.txt', header=T, sep='\t')

x3 <- x3[, -1]

pr <- predict(model1, x3)

write.table(pr, "C:\\Users\\Владелец\\Documents\\R\\work\\USApredict24.txt", sep="\t")

Результати прогнозування представлені у табл. 2.2 (колонка 6).

А тепер виконаємо прогнозування з використанням моделі регресії на трьох головних компонентах

pr <- predict(model3, x.pca)

write.table(pr, "C:\\Users\\Владелец\\Documents\\R\\work\\USApredict241.txt", sep="\t")

Результати прогнозування представлені у табл. 2.2 (колонка 7).

Висновок: Обидві моделі передбачають перемогу кандидата від демократів на президентських виборах у США 2024 року. Але перевага у голосах очікується меншою від переваги, отриманої у 2020 році. 
2.3. Метод штучної нейронної мережі

Використаємо модель штучної нейронної мережі для передбачення результатів голосування виборців у кожному штаті, опираючись на дані голосування у цих штатах за минулі роки (табл. 2.1). Таким чином, результати голосування у 1988 – 2016 роках будуть виступати у ролі предикторів. Ми їх позначимо d88, d92, d96, d00, d04, d08, d12, d16. Змінна d20 буде виконувати роль відгуку мережі. 

Для конструювання ШНМ у середовищі R використовують два пакети nnet  і  neuralnet. Бібліотека neuralnet дозволяє використовувати багато прихованих шарів, а бібліотека nnet – лише один прихований шар. У своєму дослідженні ми будемо використовувати саме пакет neuralnet. 

   library(ggplot2)

   library(caret)

   library(neuralnet) 

Завантажимо вхідні дані (файл USAV4.txt) і вилучимо з них першу колонку з назвами штатів (фрейм USA1).

USA <- read.table('USAV4.txt', header=T, sep='\t')

head(USA)

USA1 <- USA[,-1]

Розділяємо масив вхідних даних на дві частини: навчальна вибірка (70% даних) та контрольна вибірка (30% даних)

samplesize = 0.70*nrow(USA1)

set.seed(80) # стартовий номер послідовності випадкових чисел

index = base::sample(seq_len(nrow(USA1)), size = samplesize)

Вхідні дані, які потрапляють у нейронну мережу повинні бути нормалізовані. Виконуємо нормалізацію даних

max = apply(USA1, 2, max) #  шукає максимуми у стовпцях таблиці

min = apply(USA1, 2, min)  #  шукає мінімум у стовпцях таблиці

scaled = as.data.frame(scale(USA1, center = min, scale = max - min))
Створимо два датасети для нейронної мережі – навчальна вибірка і контрольна вибірка
trainNN = scaled[index , ]

testNN = scaled[-index , ]
Побудуємо нейронну мережу та зобразимо її графічно. Мережа буде містити два прихованих шари з п’ятьма та трьома нейронами відповідно (рис. 2.2). Така конфігурація мережі вибрана випадково. Оптимальна конфігурація буде встановлена пізніше шляхом комп’ютерних експериментів.

NN = neuralnet(d20~d88+d92+d96+d00+d04+d08+d12+d16, trainNN, hidden  

= c(5,3) , linear.output = F )

plot(NN)
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Рис. 2.2. Конфігурація штучної нейронної мережі з двома прихованими шарами
Виконаємо прогнозування відгуку d20. 

predict_testNN = compute(NN, testNN[,c(1:9)])

predict_testNN = (predict_testNN$net.result * (max(USA1$d20) – 

min(USA1$d20))) + min(USA1$d20)
Розрахуємо похибку root mean squread error та побудуємо графік побудованого нами прогнозу (рис. 2.3). По горизонталі наносяться фактичні дані, по вертикалі – прогнозні значення. Тобто, у випадку ідеального прогнозу, всі точки 
такого графіка були б розміщені на прямій лінії, яка є гіпотенузою першого квадранта.
plot(datatest$d20, predict_testNN, col='blue', pch=16, ylab = "predicted NN", 

xlab = "real")

abline(0,1)

RMSE.NN = (sum((datatest$d20 - predict_testNN)^2) / nrow(datatest)) ^ 0.5

RMSE.NN

[1] 11.51229
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Рис. 2.3. Результати прогнозування голосів виборців d20 на контрольній вибірці (16 штатів)

Як видно з рис. 2.3, ШНМ, побудована нами, в цілому непогано спрогнозувала результати голосування на контрольній вибірці. З 16 штатів лише для 3-4 штатів прогнозування не є вдалим. Основним критерієм якості прогнозування у нашому випадку є правильне передбачення знаку для відгуку d20. Правильне передбачення знаку означає, що ми вірно передбачили переможця виборів у даному штаті, а це дуже важливо, оскільки діє система «переможець забирає все». Для нашої контрольної вибірки ШНМ правильно передбачила 14 знаків з 16 спроб, тобто справджуваність прогнозу становить 88%.   

Поширимо дію нашої моделі на всі штати США. Для цього створимо вибірку USA2, яка містить нормовані дані для всіх штатів
USA2 = scaled[1:51,]

NN = neuralnet(d20~d88+d92+d96+d00+d04+d08+d12+d16, USA2, hidden = 

c(4,3) , linear.output = F )
Прогнозуємо результати виборів для всіх штатів

predict_NN = compute(NN, USA2[,c(1:9)])

predict_NN = (predict_NN$net.result * (max(USA1$d20) - min(USA1$d20))) 

+ min(USA1$d20)

Розраховуємо середньоквадратичну похибку

RMSE = (sum((USA1$d20 - predict_NN)^2) / nrow(USA1)) ^ 0.5

RMSE

[1]  6.3854

Зберігаємо результати прогнозування у вигляді текстового файлу USA_NN43.txt  і  будуємо графік отриманого прогнозу

write.table(predict_NN, file = "USA_NN43a.txt", sep = "\t")

plot(USA1$d20, predict_NN, col='blue', pch=16, ylab = "predicted NN", xlab = 

"real")

abline(0,1)
Як видно з рис. 2.4, лише для 2-3 штатів прогноз є незадовільним. Порівняння знаків отриманих прогнозів з фактичними результатами виборів показало, що неспівпадіння знаків спостерігається лише у трьох випадках з 51 прогнозу. Таким чином, справджуваність прогнозу становить 94%, що є дуже хорошим результатом для таких прогнозів. 

Завершальна фаза наших досліджень передбачає проведення серії комп’ютерних експериментів. У кожному з таких експериментів ми будемо використовувати штучну нейронну мережу з двома прихованими шарами та різною кількістю нейронів у кожному шарі. Головними результатами кожного прогнозу будуть похибка прогнозу (root mean squread error) та кількість неспівпадаючих знаків прогнозу з фактичним результатом виборів 2020 року. Саме останній 
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Рис. 2.4. Результати прогнозування показника d20 для всіх штатів
Таблиця 2.3. Результати прогнозування для ШНМ з різною конфігурацією

	Тип ШНМ
	R2
	RMSE
	Znak
	Тип ШНМ
	R2
	RMSE
	Znak

	NN22
	0.79
	6.49
	5
	NN25
	0.81
	6.22
	4

	NN32
	0.78
	6.70
	4
	NN35
	0.81
	6.33
	4

	NN42
	0.79
	6.51
	4
	NN45
	0.78
	6.68
	4

	NN52
	0.81
	6.29
	6
	NN55
	0.82
	6.17
	4

	NN23
	0.73
	7.44
	3
	NN65
	0.79
	6.62
	5

	NN33
	0.77
	6.85
	4
	NN75
	0.81
	6.28
	4

	NN43
	0.80
	6.39
	3
	NN85
	0.81
	6.31
	5

	NN53
	0.78
	6.76
	3
	NN26
	0.76
	6.94
	4

	NN63
	0.80
	6.43
	5
	NN36
	0.77
	6.88
	5

	NN24
	0.82
	6.07
	6
	NN46
	0.81
	6.25
	5

	NN34
	0.75
	7.18
	3
	NN56
	0.81
	6.29
	5

	NN44
	0.74
	7.34
	3
	NN66
	0.74
	7.19
	5

	NN54
	0.69
	7.92
	3
	NN27
	0.78
	6.76
	5

	NN64
	0.74
	7.26
	5
	NN37
	0.80
	6.35
	4

	 
	 
	 
	 
	NN47
	0.78
	6.75
	5

	 
	 
	 
	 
	NN57
	0.83
	5.89
	5

	 
	 
	 
	 
	NN67
	0.74
	7.25
	4

	 
	 
	 
	 
	NN77
	0.77
	6.89
	4


показник буде грати вирішальну роль при оцінці якості прогнозної моделі. Результати комп’ютерних експериментів представлені у табл. 2.3. Колонка «Тип ШНМ» позначає конфігурацію штучної нейрноої мережі. Наприклад, позначення NN43 позначає ШНМ з двома прихованими шарами, кожен з яких містить 4 та 3 нейрони відповідно.

Як показує аналіз таблиці 2.3, найкращу якість прогнозування дають ШНМ з невеликою кількістю нейронів (3 – 4 нейрони) у шарах. Враховуючи обидва найважливіших показники моделі (середньоквадратична похибка та кількість помилкових знаків), найкращими моделями можна вважати моделі NN43  та  NN53. Результати тестового прогнозування для 2020 року з використанням моделі NN43 наведені у табл. 2.2 (колонка 5). Модель штучної нейронної мережі NN43 правильно передбачає результати виборів у 48 штатах і дає помилковий прогноз лише у 3 штатах. Справджуваність моделі становить 94%, що є дуже хорошим результатом для подібних моделей.
Слід мати на увазі, що кожного разу налаштування нейронної мережі розпочинається з випадкового вибору ваг зв’язків. Тому результат прогнозування у кожному комп’ютерному експерименті буде дещо відрізнятися від попереднього випадку. Однак, ця невелика відмінність не вплине на наші висновки щодо переваг та недоліків окремих моделей.

Виникає запитання: для яких саме штатів найкращі з побудованих нами моделей не змогли дати правильного передбачення. Цими штатами є Арізона (11 голосів виборців), Джорджія (16 голосів виборців) та Небраска (1 голос виборців). Невдалий результат прогнозування можна пояснити тим, що майже у всіх попередніх виборах дані штати голосували протилежно до виборів 2020 року. Таким чином, навіть така інтелектуальна система, якою є штучна нейронна мережа, нездатна спрогнозувати результат, який не спостерігався раніше. Для усунення цього недоліка при побудові прогнозної моделі можна доповнити набори історичних даних ще одним фіктивним предиктором, побудованим з даних, які не зустрічалися раніше в історії, але є можливими у принципі.
Використовуючи результати прогнозування на відомих даних, виконаємо реальне прогнозування результатів виборів на 2024 рік. Для цього використаємо побудовану та налаштовану вище нейронну мережу NN43. У масиві вхідних даних замінимо змінну d16 значеннями змінної d20. 

USA0 <- USA1

USA0 = scaled[1:51,]

USA0$d16 <- USA0$d20

predict_NN = compute(NN, USA0[,c(1:9)])

predict_NN = (predict_NN$net.result * (max(USA1$d20) - min(USA1$d20))) 

+ min(USA1$d20)

write.table(predict_NN, file = "USA_NN2024.txt", sep = "\t")
Згідно з отриманими прогнозами, результати виборів 2024 року будуть схожими до результатів виборів 2020 року. Лише виборці штату Монтана змінять свою думку і проголосують за демократів. Перевага демократів оцінюється цифрою 85 голосів, що є більшим значенням від фактичного результату виборів 2020 року (79). Результати прогнозування представлені у табл. 2.2 (колонка 8).
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Рис. 2.4. Прогнозовані результати голосування 2024 року у «хитких» штатах. 

d20 – результати голосування 2020 року, LR – модель лінійної регресії з відбором факторів, PC3 – модель регресії на головних компонентах, NN43 – модель штучної нейронної мережі
Таким чином, для передбачення результатів виборів президента США у 2024 році ми використали три моделі: модель множинної лінійної регресії з відбором факторів, модель регресії на трьох головних компонентах та модель штучної нейронної мережі. Всі моделі передбачають розклад голосів виборців окремих штатів достатньо схожий до картини 2020 року. Лише для декількох штатів прогнозуються зміни рішення виборців. Прогнозовані результати виборів у цих штатах наведені на рис. 2.4.
Таблиця 2.4. Прогнозована перевага демократів у голосах виборців на виборах 2024 року

	 
	2020
	LMR
	PC3
	NN43

	Перевага у голосах виборців
	79
	35
	29
	85


Моделі лінійної регресії передбачають зміну настроїв виборців у штатах Арізона (11 голосів) та Вірджінія (13 голосів), що може покращити шанси республіканців. Модель штучної нейронної мережі передбачає мінімальні зміни у порівнянні з 2020 роком. Всі моделі передбачають перемогу кандидата від демократів на виборах 2024 року. Прогнозована перевага у голосах виборців представлена у табл. 2.4. Моделі регресії передбачають мінімальну перевагу кандидата від демократів, модель ШНМ, навпаки, передбачає посилення позицій демократів.

Висновки

На сучасному етапі розвитку інформаційних технологій є актуальними дослідження складних систем і процесів, для яких не можуть бути побудовані математичні моделі, або ж існуючі моделі нездатні забезпечити їх адекватне прогнозування. Для дослідження таких систем і процесів використовуються методи машинного навчання та штучного інтелекту. Одним з найбільш ефективних інструментів штучного інтелекту є модель штучної нейронної мережі, яка імітує роботу людського мозку і здатна вирішувати складні задачі класифікації та прогнозування. 
В даній роботі виконано дослідження ефективності різних методів прогнозування результатів виборів президента США на рівні штатів. Нами запропоновано новий компактний метод збереження результатів виборів у базі даних. На першому етапі досліджень були побудовані класичні регресійні моделі, серед яких найвищу ефективність показала модель з відбором значущих факторів. Серед регресійних моделей, побудованих на головних компонентах найвищу ефективність продемонструвала модель, побудована на трьох головних компонентах. Справджуваність найкращих регресійних моделей становить 90%. 

На другому етапі були побудовані моделі штучних нейронних мереж з двома прихованими шарами та різною кількістю нейронів у них. Найвищу ефективність прогнозування (рівень справджуваності 94%) продемонструвала модель NN43. Однак, навіть найкращі інтелектуальні моделі нездатні спрогнозувати результат, який не зустрічався для цього об’єкта у минулому. Для усунення цього недоліка пропонується доповнювати набори історичних даних ще одним фіктивним предиктором, побудованим з даних, які не зустрічаються в історії, але є можливими у принципі.
Робота представляє інтерес для фахівців з системного аналізу та прогнозування політичних процесів. Запропоновані нами підходи можна використовувати для розв’язування схожих задач даної області знань.
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ДОДАТОК   А

Таблиця А1. Результати голосування виборців за кандидатуру президента США https://uselectionatlas.org/RESULTS/national.php?year=1988&off=0&elect=0&f=0)
	 
	1988
	1992
	1996
	2000
	2004
	2008
	2012
	2016
	2020

	1
	2
	3
	4
	5
	6
	7
	8
	9
	10

	Alabama
	-9
	-9
	-9
	-9
	-9
	-9
	-9
	-9
	-9

	Alaska
	-3
	-3
	-3
	-3
	-3
	-3
	-3
	-3
	-3

	Arizona
	-7
	-8
	8
	-8
	-10
	-10
	-11
	-11
	11

	Arkansas
	-6
	6
	6
	-6
	-6
	-6
	-6
	-6
	-6

	California
	-47
	54
	54
	54
	55
	55
	55
	55
	55

	Colorado
	-8
	8
	-8
	-8
	-9
	9
	9
	9
	9

	Connecticut
	-8
	8
	8
	8
	7
	7
	7
	7
	7

	Delaware
	-3
	3
	3
	3
	3
	3
	3
	3
	3

	D. C.
	3
	3
	3
	2
	3
	3
	3
	3
	3

	Florida
	-21
	-25
	25
	-25
	-27
	27
	29
	-29
	-29

	Georgia
	-12
	13
	-13
	-13
	-15
	-15
	-16
	-16
	16

	Hawaii
	4
	4
	4
	4
	4
	4
	4
	3
	4

	Idaho
	-4
	-4
	-4
	-4
	-4
	-4
	-4
	-4
	-4

	Illinois
	-24
	22
	22
	22
	21
	21
	20
	20
	20

	Indiana
	-12
	-12
	-12
	-12
	-11
	11
	-11
	-11
	-11

	Iowa
	8
	7
	7
	7
	-7
	7
	6
	-6
	-6

	Kansas
	-7
	-6
	-6
	-6
	-6
	-6
	-6
	-6
	-6

	Kentucky
	-9
	8
	8
	-8
	-8
	-8
	-8
	-8
	-8

	Louisiana
	-10
	9
	9
	-9
	-9
	-9
	-8
	-8
	-8

	Maine
	-4
	4
	4
	4
	4
	4
	4
	3
	3

	Maryland
	-10
	10
	10
	10
	10
	10
	10
	10
	10

	Massachusetts
	13
	12
	12
	12
	12
	12
	11
	11
	11

	Michigan
	-20
	18
	18
	18
	17
	17
	16
	-16
	16

	Minnesota
	10
	10
	10
	10
	9
	10
	10
	10
	10

	Mississippi
	-7
	-7
	-7
	-7
	-6
	-6
	-6
	-6
	-6

	Missouri
	-11
	11
	11
	-11
	-11
	-11
	-10
	-10
	-10

	Montana
	-4
	3
	-3
	-3
	-3
	-3
	-3
	-3
	-3

	Nebraska
	-5
	-5
	-5
	-5
	-5
	1
	-5
	-5
	1

	Nevada
	-4
	4
	4
	-4
	-5
	5
	6
	6
	6

	New Hampshire
	-4
	4
	4
	-4
	4
	4
	4
	4
	4

	New Jersey
	-16
	15
	15
	15
	15
	15
	14
	14
	14

	New Mexico
	-5
	5
	5
	5
	-5
	5
	5
	5
	5

	New York
	36
	33
	33
	33
	31
	31
	29
	29
	29

	North Carolina
	-13
	-14
	-14
	-14
	-15
	15
	-15
	-15
	-15

	North Dakota
	-3
	-3
	-3
	-3
	-3
	-3
	-3
	-3
	-3

	Ohio
	-23
	21
	21
	-21
	-20
	20
	18
	-18
	-18


Продовження табл.А1
	1
	2
	3
	4
	5
	6
	7
	8
	9
	10

	Oklahoma
	-8
	-8
	-8
	-8
	-7
	-7
	-7
	-7
	-7

	Oregon
	7
	7
	7
	7
	7
	7
	7
	7
	7

	Pennsylvania
	-25
	23
	23
	23
	21
	21
	20
	-20
	20

	Rhode Island
	4
	4
	4
	4
	4
	4
	4
	4
	4

	South Carolina
	-8
	-8
	-8
	-8
	-8
	-8
	-9
	-9
	-9

	South Dakota
	-3
	-3
	-3
	-3
	-3
	-3
	-3
	-3
	-3

	Tennessee
	-11
	11
	11
	-11
	-11
	-11
	-11
	-11
	-11

	Texas
	-29
	-32
	-32
	-32
	-34
	-34
	-38
	-36
	-38

	Utah
	-5
	-5
	-5
	-5
	-5
	-5
	-6
	-6
	-6

	Vermont
	-3
	3
	3
	3
	3
	3
	3
	3
	3

	Virginia
	-12
	-13
	-13
	-13
	-13
	13
	13
	13
	13

	Washington
	10
	11
	11
	11
	11
	11
	12
	8
	12

	West Virginia
	5
	5
	5
	-5
	-5
	-5
	-5
	-5
	-5

	Wisconsin
	11
	11
	11
	11
	10
	10
	10
	-10
	10

	Wyoming
	-3
	-3
	-3
	-3
	-3
	-3
	-3
	-3
	-3

	Total
	-315
	202
	220
	-5
	-35
	196
	126
	-76
	79
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